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什么是词向量？

p词的一种机内表示形式，便于计算
p传统使用one-hot词向量表示词

p高维、稀疏、离散
p导致严重的数据稀疏问题
p所有向量都是正交的
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moon

[0, 0, 0, 0, 0, 0, 0, 0, 1, 0, 0, 0, 0, …]

[0, 0, 0, 0, 0, 0, 0, 1, 0, 0, 0, 0, 0, …]

star

sim(star, moon) = 0 词袋模型 (Bag of Words Model)



传统解决方案

p增加额外的特征
p词性特征：名词、动词、形容词
p前后缀特征：re-、-tion、-er

p语义词典
pWordNet、HowNet等
p如词的上位信息表示语义类别
p需要解决一词多义问题
p收录的词不全且更新慢

p词聚类特征
p如Brown Clustering (Brown et al.,

CL 1992)
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词的分布语义假设

p分布语义假设（distributional semantic hypothesis）
p词的含义可由其上下文词的分布进行表示

p You shall know a word by the company it keeps -- Firth J.R. 1957
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词的分布（Distributional）表示

p分布词向量

p语义相似度通过计算向量相似度获得

p仍然存在高维、稀疏、离散的问题
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shinning bright trees dark look
moon 38 45 2 27 12

cucumber

moon
star



分布表示的优化及优缺点

p高维、稀疏、离散 è 低维、稠密、连续
p加权

p TF-IDF
p PMI (Pointwise Mutual Information)

p降维
p Singular Value Decomposition (SVD)
p Latent Dirichlet Allocation (LDA)

p优缺点
p优点

p 容易实现，可解释性强
p缺点

p 训练速度慢，增加新语料库困难
p 不易扩展到短语、句子表示
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分布式（Distributed）词表示

p使用低维、稠密、连续的向量表示词
p通过“有指导”的方法直接学习词向量
p也称词嵌入（Word Embedding）

p发展历程
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LSA
(Deerwester et al., 1990)

LDA
(Blei et al., 2003)

NNLM
(Bengio et al., 2003)

HLBL
(Minh and Hinton, 2009)

SENNA
(Collobert et al., 2011)

RNNLM
(Mikolov et al., 2010)

Word2vec
(Mikolov et al., 2013)

GloVe
(Pennington et al., 2014)



神经网络语言模型（NNLM）

pNeural Network Language Models (Bengio et al., JMLR 2003)
p根据前n-1个词预测第n个词（语言模型）
p模型结构为前向神经网络
p通过查表，获得词的向量表示

pWord Embeddings
pWord Vectors

p通过反向传播优化词向量表示
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SENNA

pSemantic/syntactic Extraction using a Neural Network Architecture
pNatural Language Processing (Almost) from Scratch (Collobert et al., JMLR 2011)

p“换词”的思想
p一个词和它的上下文构成正例
p随机替换掉该词构成负例

p优化目标
pscore(cat sits on a mat) > score(cat sits Harbin a mat)
pscore的计算方式

p训练速度慢，在当年的硬件条件下需要训练1个月 12

cat sits on a mat

cat sits Harbin a mat

cat         sits        on         a        mat



Word2vec

phttps://code.google.com/archive/p/word2vec/ (Mikolov et al., ICLR 2013)
pCBOW (Continuous Bag-of-Word)

p周围词向量加和预测中间的词

pSkip-Gram
p中间词预测周围词

p训练速度快
p可利用大规模数据
p弥补了模型能力的不足
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https://code.google.com/archive/p/word2vec/


词向量的应用
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词义相似度计算 词类比关系计算

知识图谱补全 推荐系统
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一词多义现象

p以上所有工作都假设一个词由唯一的词向量表示
p无法处理一词多义现象

16

“上下文”信息混乱

我喜欢吃土豆
我刚刚 在 土豆看视频 马铃薯

爱奇艺

优酷

红薯

土豆
我是谁？

我喜欢吃土豆#2
我刚刚 在 土豆#1 看视频 马铃薯

爱奇艺

优酷

红薯

土豆#2

土豆#1

如何获得词义信息？



基于双语的词义向量表示

pLearning Sense-specific Word Embeddings By Exploiting Bilingual 
Resources (Guo et al., Coling 2014)
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1. 翻译词抽取

uniform
vestment

overpower
subjugate

subdue

制服#1

制服#2

(clothes)

(defeat)

subdue
uniform
overpower
subjugate
vestment

2. 聚类

3. 跨语言词义映射

4. RNNLM

… 制服 ， 征服 或 控制 对手
… subdue, conquer or control the opponent
身穿 该 厂 制服 的 工人
She overpowered the burglars
她 制服 了 窃贼
She overpowered the burglars

在 教堂 ， 他们 身穿 牧师 的 制服
They wore their priestly vestment in Church

双语平行数据 制服

… 制服#1 ， 征服 或 控制 对手

身穿 该 厂 制服#2 的 工人
她 制服#1 了 窃贼
在 教堂 ， 他们 身穿 牧师 的 制服#2

词义标注数据

制服#1 [0.12, 0.26, … , 0.09]
制服#2   [−0.92, −0.70, … , 0.4]

词义向量表示

我喜欢吃土豆

我刚刚 在 土豆看视频

I  love  eating  potatoes

I  watched videos on  TuDou



CoVe

pLearned in Translation: Contextualized Word Vectors (McCann et al., 
arXiv:1708.00107)
pCoVe: Context Vectors

p预训练NMT模型
p将Encoder作为目标任务的额外特征
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Encoder Decoder

TranslationTask-specific Model

Static Embeddings



Character Embeddings

Char-CNN

Forward 
LSTM

Backward 
LSTM

h

ELMo

pDeep Contextualized Word Representations (Peters et al., NAACL 2018)
pELMo: Embeddings from Language Models

p使用字符的CNN表示词
p分别训练从左至右和从右至左的语言模型
p使用语言模型的输出作为词向量特征
p语言模型训练数据接近“无限”
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基于ELMo的应用
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p依存句法分析 (Che et al., CoNLL 2018)

http://ltp.ai/
…

分类

Form

Sum

Embed

Token W2V Char ELMo

http://ltp.ai/


CoNLL 2018评测

phttp://universaldependencies.org/conll18/

pMultilingual Parsing from Raw Text to 
Universal Dependencies 
p包括分句、分词、词性标注、依存句法分析任务
p数据：57种语言、82个树库

p技术方案
pELMo、集成学习、多树库融合

p哈工大获得第1名，高出第2名2.5%
p多国语ELMo开源

phttps://github.com/HIT-
SCIR/ELMoForManyLangs
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http://universaldependencies.org/conll18/
https://github.com/HIT-SCIR/ELMoForManyLangs


ELMo为什么有效？

p有效提升未登录词的准确率 (Liu et al.,
TALLIP 2019)
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76

81

86

登录词 未登录词

Basline +ELMo

ELMo带来的性能提升与未登录词比例正相关

未登录词的可视化
（左：上下文相关词向量，右：Word2vec)
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GPT

pImproving Language Understanding by Generative Pre-Training 
(Radford et al., 2018)
pGPT: Generative Pretrained Transformer
p使用12层的Transformer作为Encoder预训练单向语言模型
p在目标任务上精调（Fine-tuning）模型
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Word 
Embeddings

h

Position 
Embeddings

unidirectional
Transformer

+ + +



BERT

pPre-training of Deep Bidirectional Transformers for Language 
Understanding (Devlin et al., NAACL 2019)
pBERT: Bidirectional Encoder Representations from Transformers
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Word Piece 
Embeddings

h

Position 
Embeddings

bidirectional
Transformer

Segment 
Embeddings
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+

+

+
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BERT模型详解

p编码器
p输入：Word Piece
p编码器：Transformer
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p 预训练任务
p 完形填空 + 下句预测 (NSP)

p 应用方式
p 在目标任务上Fine-tune
p 四种任务类型



BERT的应用效果

p论文中刷新了 11 项 NLP 任务的当前最优性能记录
p后续工作表明其显著提高了众多其它任务性能
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BERT中各种策略的影响

p预训练任务
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p 模型大小



BERT改进模型

p使用其它预训练目标
p融入知识图谱
p更精细的调参
p解决输入不一致问题
p模型压缩与加速
p跨语言与跨模态
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ERNIE（百度）

pEnhanced Representation through Knowledge Integration (Sun et al.,
arXiv:1904.09223)
pERNIE 1.0

pMask中文词或实体
pERNIE 2.0

p更多的预训练任务
p更丰富的预训练数据
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任务 ERNIE 1.0 模型 ERNIE 2.0 英文模型 ERNIE 2.0 中文模型

Word-aware Knowledge Masking
Knowledge Masking
Capitalization Prediction
Token-Document Relation Prediction

Knowledge Masking

Structure-aware Sentence Reordering Sentence Reordering
Sentence Distance

Semantic-aware Next Sentence Prediction Discourse Relation Discourse Relation
IR Relevance



SpanBERT

pSpanBERT: Improving Pre-training by Representing and Predicting 
Spans (Joshi et al., arXiv:1907.10529)
p挖掉一段文字，通过学习段的边界表示预测段中每个词
p去除NSP预训练目标（由于主题不同，容易判断）
p在段抽取任务，如抽取式问答中表现良好
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MASS

pMASS: Masked Sequence to Sequence Pre-training for Language 
Generation (Song et al., arXiv:1905.02450)
p挖掉句子中的一段文字
p通过其余部分，使用seq2seq模型重构该段文字
p更适应于语言生成任务，如神经机器翻译
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ERNIE（清华）

pERNIE: Enhanced Language Representation with Informative Entities
(Zhang et al., ACL 2019)
p在预训练模型中，将知识图谱中实体的表示融入文本表示
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KnowBERT

pKnowledge Enhanced Contextual Word Representations (Peters et 
al., EMNLP 2019)
p在融入知识图谱的表示时，使用注意力机制建模交互信息
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K-BERT

pK-BERT: Enabling Language Representation with Knowledge Graph
(Liu et al., arXiv:1909.07606)
p在预训练模型的推理阶段引入知识图谱信息
p无需修改原预训练模型

37



BERT改进模型

p使用其它预训练目标
p融入知识图谱
p更精细的调参
p解决输入不一致问题
p模型压缩与加速
p跨语言与跨模态

38



RoBERTa

pRoBERTa: A Robustly Optimized BERT Pretraining Approach (Liu et 
al., arXiv:1907.11692)
p基于BERT进行细致调参

p更多的数据，更大的batch，更长的训练时间
p去除NSP任务
p训练数据序列更长
p训练过程中，动态改变Mask的内容

p在1,024块V100 GPU上训练了一天！！
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XLNet

pXLNet: Generalized Autoregressive Pretraining for Language 
Understanding (Yang et al., ACL 2019)
p使用Transformer-XL对长序列建模 (Dai et al., arXi:1901.02860)
p已有模型的问题

p自回归语言模型（根据上文预测下一个词）看不到下文
p自编码语言模型（根据上下文预测中间的内容）预训练和精调时输入不一致

p解决方案
p随机排列各种词序输入自回归语言模型
p解决看不到下文的问题
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Factorization order: 3→2→4→1

w1 w2 w3 w4mem

Factorization order: 2→4→3→1

w1 w2 w3 w4mem

Factorization order: 1→4→2→3

w1 w2 w3 w4mem

Factorization order: 4→3→1→2

w1 w2 w3 w4mem

h2

h1

h2

h1
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DistilBERT

pDistilling BERT (Sanh et al., NeurIPS Workshop 2019)
p蒸馏：使用小模型，模仿大模型的预测结果
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ALBERT

pALBERT: A Lite BERT for Self-Supervised Learning of Language
Representations (Lan et al., arXiv:1909.11942)
p更小的词向量维度（128）
p跨层参数共享（类似循环神经网络）
p将下句预测（NSP）改为句子顺序预测（SOP）

pNSP难度较低
p SOP显著提升性能

p效果
p参数量大幅降低
p模型泛化能力有所提高
p在多个评测排行榜中位列第一
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TinyBERT

pTinyBERT: Distilling BERT for Natural Language Understanding (Jiao
et al., arXiv:1909.10351)
p基于知识蒸馏
p学习目标：Teacher模型的

p 隐层激活
p 注意力矩阵

p最高压缩7.5倍
p推理速度快9.4倍
p准确率有一定的降低
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词表优化与逐层映射

pExtreme Language Model Compression with Optimal Subwords and 
Shared Projections (Zhao et al., arXiv:1909.11687)
p基于知识蒸馏
p减小词表（30Kà5K）
p逐层映射（共享映射函数）
p最高压缩60倍
p准确率有一定的降低
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传统跨语言方法

p以跨语言句法分析为例
pCross-Lingual Dependency Parsing Based on Distributed Representations

(Guo et al., ACL 2015)
p基于“静态”词向量
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跨语言词向量学习

学习算法

模型 标注结果

“静态”跨
语言词向量

源语言 标注树库

未标注数据目标语言

syntactic

semantic
nature

science

interesting
elegant

句法

语义

自然

科学

有趣

优雅
𝒙𝟏

𝒙𝟐



多语言BERT

pMultilingual BERT (M-BERT) (Devlin et al., NAACL 2019)
pGoogle官方发布的104种语言BERT
p直接使用104种语言的Wikipedia单语数据训练

p语言之间共享相同的Word-Piece
p很多语言混杂在一起（Code-switching）

p在多个跨语言任务上表现优异
p问题

p不适用距离较远的语言对
p准确率不如单语BERT
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跨语言预训练语言模型

pXLM: Cross-lingual Language Model (Lample and Conneau,
arXiv:1901.07291)
p将互为翻译的句子作为BERT结构的输入
p随机Mask句对中的双语词
p问题

p依赖大规模双语语料库
p需要大规模计算资源
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跨语言映射BERT

pCross-Lingual BERT Transformation for Zero-Shot Dependency 
Parsing (Wang et al., EMNLP 2019)
p直接使用单语言预训练的BERT
p假设双语句对中互为翻译的词具有相同的词向量
p通过线性变换，将目标语言的上下文词向量映射到源语言
p优势

p仅需少量双语语料库和计算资源
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WX Y
He loves the movie 

channel

Cambiar al Canal 4
(Change to Channel 4)

X

Y
The ship went aground in 

the channel
El canal está 

marcado por boyas
(The channel is 
marked by buoys)



跨语言阅读理解

pCross-Lingual MRC (Cui et al., EMNLP 2019)
p除英语外其它语言缺乏大规模阅读理解数据
p将英语阅读理解模型应用于其它语言
p方法

p改进回翻技术
pDual BERT

52改进回翻技术 Dual BERT



跨模态BERT

pVideoBERT: A Joint Model for Video and Language Representation 
Learning (Sun et al., ICCV 2019)
p类似XLM，将文本和视频对作为BERT的输入，同时Mask词以及图像块
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各种跨模态BERT对比

pVL-BERT: Pre-training of Generic Visual-Linguistic Representations
(Su et al., arXiv:1908.08530)
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BERT模型改进方法总结

策略 模型 核心技术

使用其它预训练目标

ERNIE 1.0（百度） Mask中文词或实体

ERNIE 2.0（百度） 使用词、语义、结构等更多的预训练目标

SpanBERT Mask一段文本，并利用段边界的表示预测段中的每个词

MASS Mask一段文本，并利用其余文本生成该段文本

融入知识图谱

ERNIE（清华） 将知识图谱中实体的表示融入预训练模型的文本表示

KnowBERT 在融入知识图谱的实体表示时，使用注意力机制建模交互信息

K-BERT 在推理阶段融入知识图谱中相关实体和关系的文本表示

更精细的调参 RoBERTa 去掉NSP目标，并调整各种预训练的参数

解决输入不一致问题 XLNet 使用排列语言模型解决输入不一致问题；使用Transformer-XL建模更长的序列

模型压缩与加速
DistilBERT 使用知识蒸馏技术，以小模型拟合大模型的概率输出结果

ALBERT 将NSP目标，改为SOP提高了性能；使用参数共享策略和减小词向量维度来压缩模型

跨语言与跨模态

M-BERT 多语言文本同时与训练，共享的词表以及Code-switching起到跨语言效果

XLM 将双语句对作为BERT的输入，同时Mask双语词

BERT-Trans 通过线性变换将一种语言的BERT映射为另一种语言

VideoBERT 将文本和视频对作为BERT的输入，同时Mask词以及图像块 55
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是否需要精调（Fine-tune）？

pTo Tune or Not to Tune? Adapting Pretrained Representations to 
Diverse Tasks (Peters et al., arXiv:1903.05987)
p如果不进行Fine-tune ❄，则需要任务相关的复杂模型
p如果进行Fine-tune 🔥，则任务相关模型要尽量简单
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更多精调方法

p目标：既要适应目标任务，又要避免重写预训练模型
p方法

p只精调最后一层，固定其它层 (Long et al., ICML 2015)
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更多精调方法

p目标：既要适应目标任务，又要避免重写预训练模型
p方法

p只精调最后一层，固定其它层 (Long et al., ICML 2015)
p每次只精调一层，固定其它层 (Felbo et al., EMNLP 2017)
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更多精调方法

p目标：既要适应目标任务，又要避免重写预训练模型
p方法

p只精调最后一层，固定其它层 (Long et al., ICML 2015)
p每次只精调一层，固定其它层 (Felbo et al., EMNLP 2017)
p自顶向下逐层解冻 (Howard and Ruder, ACL 2018)
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更多精调方法

p目标：既要适应目标任务，又要避免重写预训练模型
p方法

p只精调最后一层，固定其它层 (Long et al., ICML 2015)
p每次只精调一层，固定其它层 (Felbo et al., EMNLP 2017)
p自顶向下逐层解冻 (Howard and Ruder, ACL 2018)

p其它策略
p学习率预热
p二次预训练：在目标领域未标注数据上精调语言模型

p将目标模型每层的参数和激活与预训练模型进行比较，作为额外损失 (Wiese et 
al., CoNLL 2017)
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更多精调方法

p在Transformer中增加适配器（Adapter）
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(Houlsby et al., ICML 2019) (Stickland and Murray, ICML 2019)



多任务学习

p使用多任务学习框架，综合利用多种类型数据

63https://dawn.cs.stanford.edu/2019/03/22/glue/(Liu et al., ACL 2019)

https://dawn.cs.stanford.edu/2019/03/22/glue/


多任务学习

pBAM! Born-Again Multi-Task Networks for Natural Language 
Understanding (Clark et al., ACL 2019)
p多任务学习往往较难同时提高全部任务的性能
p采用知识蒸馏的技术，MTL模型学习单模型的输出概率
p同时提高多项任务的性能
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小样本学习

pFew-Shot Sequence Labeling with Label Dependency Transfer and 
Pair-wise Embedding (Hou et al., arXiv:1906.08711)
p小样本学习目前多应用于分类任务
p如何将小样本学习应用于序列标注？

p标签之间互相影响，新的领域有新的标签集
p利用CRF模型建模

p转移概率：提出一种回退机制，建模未见标签的转移概率
p发射概率：利用Pair-wise Embedding更好计算词相似度

65

Will it snow[B-weather] the[B-time] day[I-time] after[I-time] tomorrow[I-time]?

Trans: O B-weather B-time I-time I-time I-timeO
0.070.38 0.10 0.53 0.41 0.41

x:



零样本学习

pZero-shot Word Sense Disambiguation using Sense Definition 
Embeddings (Kumar et al., ACL 2019)
p上下文词向量与知识图谱词义向量进行比对
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大纲

p传统词向量预训练
p上下文相关词向量
pNLP中的预训练模型
p预训练模型的应用
p预训练模型的分析
p预训练模型的挑战

67



预训练模型分析

p加入探针（Probe），对模型的性质进行一定的分析
p增加模型的可解释性，指导设计更好的模型
p探针的种类

p下游任务探针
p词向量探针
p注意力探针
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下游任务探针

pLinguistic Knowledge and Transferability of Contextual 
Representations (Liu et al., NAACL 2019)
p在16个下游任务中进行实验

p固定预训练模型，作为特征提取器
p最上层只使用任务相关的线性分类器

p结论
p预训练模型在大部分任务中表现优异
p除了需要细粒度语言知识的任务

p如语法检查、NER、并列成分识别等

pRNN模型（如ELMOs）的上层和任务相关
p Transformer表现并非如此
p在相关有指导任务上预训练，效果比在语言模型上预训练好
p随着预训练语言模型数据的增加，其效果越来越好，甚至超过在相关有指导任务上预训练
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级联任务探针

pBERT Rediscovers the Classical NLP Pipeline
(Tenney et al., arXiv:1905.05950)
p词性标注、短语结构句法分析、依存句法分析、命名

实体、语义角色标注、指代消解、关系分类等
p和人的直觉类似，这些任务在BERT中是顺序处理的
p底层的歧义信息可以通过高层进行调整
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上下文词向量探针

pA Structural Probe for Finding Syntax in Word Representations
(Hewitt and Manning, NAACL 2019)
p直接计算两个向下文词向量之间的平方距离，最近的画一条弧
p预训练上下文词向量蕴含了句子的句法结构信息
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注意力探针

pWhat does BERT look at? An Analysis of BERT's Attention (Clark et al.,
arXiv:1906.04341)
p某些Head中，注意力同样蕴含了句法，甚至指代的信息
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大纲

p传统词向量预训练
p上下文相关词向量
pNLP中的预训练模型
p预训练模型的应用
p预训练模型的分析
p预训练模型的挑战
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开放问题

p预训练模型是NLP问题的终极解决方案么？

pBERT等预训练模型能很好的解决语义问题
p但是还无法解决推理问题，因为不是所有的知识都显示的表示在文本中

p GLUE à SuperGLUE 74

形式

语义

推理

无中生有

语用

弦外之音

• 标准用语：“请查一
下我的话费余额”

• 实际用语：“我还剩
多少钱了？”

• 评论：“五星级宾馆，
没有游泳池”

• 情感倾向：负面

• “他可了不起了！”
• “金融海啸来了”

当前阶段



开放问题

p预训练模型是NLP问题的终极解决方案么？
p如何获得更多更好的预训练数据？

p伪数据
p是带标签的预训练数据
p不曾面向所研究的任务进行人工标注
p标签是样本的近似答案，而不是精确答案

p伪数据的类型
p寻“找”自然标注大数据
p制“造”标注大数据数据

75

任务 方法

修改（换） 词义消歧 等价伪词 (Lu et al., ACL 2006)

删除（挖） 零指代 基于挖词模型 (Liu et al., ACL 2017)

增加（插） 文本顺滑 序列标注



开放问题

p预训练模型是NLP问题的终极解决方案么？
p如何获得更多更好的预训练数据？
p如何进行模型压缩与加速？

pDistilBERT效果不佳
pALBERT推理速度无优势

p如何在seq2seq任务中使用BERT？
p多遍采样 (Wang and Cho, NeuralGen 2019)、重排序

p如何对长文档进行表示？
p如何应对对抗攻击？
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总结

p预训练词向量开启了基于深度学习的NLP时代
p以BERT为代表的预训练模型成为NLP的新范式
pBERT启发了越来越多的预训练模型
p预训练模型的精调方法及更多应用
p对预训练模型工作机理的分析
p预训练模型的研究挑战
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相关资源

pNAACL 2019 Tutorial: Transfer Learning in Natural Language 
Processing
phttps://github.com/huggingface/naacl_transfer_learning_tutorial

p清华NLP组Pre-trained Languge Model (PLM) 论文汇总
phttps://github.com/thunlp/PLMpapers

pHuggingFace开源Transformers（PyTorch BERTàPyTorch
Transformers à Transformers）
phttps://github.com/huggingface/transformers

p哈工大讯飞联合实验室发布的中文BERT
phttps://github.com/ymcui/Chinese-BERT-wwm
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https://github.com/huggingface/naacl_transfer_learning_tutorial
https://github.com/thunlp/PLMpapers
https://github.com/huggingface/transformers
https://github.com/ymcui/Chinese-BERT-wwm
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