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融合依存信息 Attention 机制的药物关系抽取研究 
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（大连理工大学 计算机科学与技术学院，辽宁 大连 116024） 

摘要：药物关系（Drug-Drug interaction, DDI）抽取是生物医学关系抽取领域的重要分支，现有方法主要强

调实体、位置等信息对关系抽取的影响。相关研究表明，依存信息对于关系抽取具有重要的作用，如何合

理地利用依存信息是关系抽取研究中需要解决的问题。本文提出一种融合依存信息 Attention 机制的药物关

系抽取模型，衡量最短依存路径与句子的相关性，捕捉对实体间关系有用的信息。首先使用双向 GRU

（BiGRU）网络分别学习原句子和最短依存路径（Shortest Dependency Path，SDP）的语义信息和上下文信

息，然后通过 Attention 机制将 SDP 信息与原句子信息融合，最后利用融合依存信息之后的句子表示进行分

类预测。本文在 DDIExtraction2013 语料上进行了实验评估，模型 F 值为 73.72%。 

关键词：生物医学关系抽取；药物关系抽取；依存信息；Attention； 

中图分类号：TP391          文献标识码：A 

Research on Drug-Drug Interaction Extraction with the Attention 

Mechanism Based on the Fusion of Dependency Information 
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Abstract: Drug-Drug interaction (DDI) extraction is an important branch of the biomedical relationship extraction 

field. Most of existing methods emphasize the key information such as entities and positions in the sentences. 

Related research shows that dependency information is very significant for relation extraction. There is a problem 

to be solved that how to make good use of dependency information. This paper proposes a Drug-Drug interaction 

extraction model based on the Attention mechanism incorporating dependency information. The correlation 

between the shortest dependency path and the sentence is measured to capture the useful information in the 

sentence. Firstly, this model uses BiGRU network to learn the semantic information and context information of the 

original sentence and the Shortest Dependency Path (SDP) respectively. Secondly, fuse the SDP information with 

the original sentence information through the Attention mechanism. Finally, the final sentence representation is 

used to classify and predict DDI. This approach is evaluated on DDIExtraction2013 corpus. The experimental 

results show that our system achieves a micro F-scores of 73.72%. 
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1 引言 

生物医学实体关系抽取，旨在抽取生物医学文献中两个实体之间的关系并识别出其关系

类型，例如基因、疾病、蛋白质及药物等实体之间的关系。药物相互作用（Drug-Drug interaction, 

DDI）关系抽取是一种多分类且不区分关系方向的实体间关系抽取任务。研究 DDI 能够为

生物医学数据库的构建和维护提供更深层的信息，为疾病治疗、药物开发、生命科学研究提

供更为重要的参考。 
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近年来，药物-药物关系抽取模型一般分为基于浅层机器学习和深度学习两种方法。例

如，Chowdhury 
[1]等使用两阶段系统来实现 DDI 任务，第一阶段使用特征核、浅层语言学核

和闭包树核相结合的组合核分类器进行二分类，第二阶段根据四种不同的 DDI 类型构建组

合核分类器进行多分类，在 DDIExtraction2013 评测[2]中获得最好的成绩，F 值达到 65%。

Kim
[3]等使用词特征、词对特征、解析树特征和名词短语一致性等特征，构建基于特征的核

函数，在 DDIExtraction2013 语料上 F 值达到 67.0%。浅层机器学习方法主要依赖于大量复

杂的特征集来提高模型性能，但设计和抽取特征需要耗费大量的人力物力。相比之下，深度

学习方法能够自动组合低层特征形成更加抽象的高层特征表示，避免了大量人工特征的使

用，在关系抽取等领域应用广泛。例如，Liu
[4]等仅使用词向量和位置向量作为输入，未添

加任何人工特征，结合卷积神经网络实现分类，在 DDIExtraction2013 语料上 F 值达到

69.75%。Quan
[5]等提出了多通道卷积神经网络（MCCNN）获取多种语义表示，在

DDIExtraction2013 语料上 F 值达到 70.2%。 

注意力 Attention
[6]机制最初只应用于计算机视觉中的图片识别任务，现已经被成功应用

于问答系统、机器翻译等多个自然语言处理领域。在 DDI 关系抽取任务中，Attention 机制

也展现出了明显的优势。例如，Miwa 
[7]等使用 Attention 机制强调实体信息在句子中的重要

性，在 DDIExtraction2013 语料上的 F 值达到 69.12%。Sahu
[8]等构建池化 Attention 机制判断

句子中各部分的重要性，在 DDIExtraction2013 语料上的 F 值为 71.48%。Zhou
[9]等使用

Attention 机制突出句子中距离实体近的单词对关系的影响，在 DDIExtraction2013 语料上的

F 值达到 72.99%。以上 Attention 机制主要突出实体信息、距离信息以及池化作用的影响，

但没有从句法结构的角度判断句子各部分的重要性。也就是说，如何构建句法结构的注意力

机制从而有效地提高关系抽取的性能还有待研究。 

针对 DDI 任务而言，语料中存在着大量复杂句子，例如具有多个从句、具有较复杂的

并列关系、具有最长句子长度超过 150 词等特点的复杂句子，仅从原句子层面很难学习到语

义和句法结构等依存信息。因此，引入句法信息对于 DDI 抽取至关重要。在一般领域关系

抽取中，相关研究[10-12]表明，句法信息例如依存解析树、最短依存路径等，能够获得更多有

效信息，去除多余的噪声，从而提高复杂关系抽取性能。其中，利用句法信息的方式主要为

Liu
[10]等将句法信息和原句信息词向量拼接作为模型输入、Yan

[11]等将句法信息和原句信息

的神经网络输出拼接以及 Miwa 
[12]等树型网络结构等。在 DDI 任务中，主要通过拼接方式

使用依存信息提高模型性能，例如，Zhang
[13]等使用多层 RNN 网络集成最短依存路径 SDP

信息和原句子信息，首先输入原始句子和对原句进行依存分析得到的最短依存路径 SDP 序

列，分别经过双向 RNN（BiRNN）学习，然后将 BiRNN 的输出拼接，最后使用一个顶层

RNN 结合原句子整体信息和 SDP 信息，在 DDIExtraction2013 语料上 F 值达到 72.9%。虽然

上述方法使用 SDP 信息丰富了模型的输入信息，但是这种结合原句信息和 SDP 信息的方式

存在一定的问题。其一，直接拼接原句子序列和 SDP 序列的特征，不能很好地判断序列中

每个单词的重要性，无法准确地获得 SDP 序列包含的依存信息。其二，顶层 BiRNN 能学习

输入序列的时序信息，而原句子序列和 SDP 序列之间并不存在时序关系，可能会导致模型

引入过量信息。综上所述，如何更合理地利用依存信息是当前关系抽取中需要解决的问题。 

本文提出了一种融合依存信息 Attention 机制的药物关系抽取模型，使用注意力机制对

原句子信息和最短依存路径 SDP 信息进行融合，该方法能够从句法结构的角度衡量原句子

各部分对于实体间关系的重要性。首先，输入原句子序列和最短依存路径 SDP 序列；然后，

将两个序列的词向量分别送入两个独立的 BiGRU 中学习其语义信息；接下来，使用最短依

存路径 SDP 信息计算原句子序列的 Attention 权重；最后，使用加权后的句子表示进行分类

预测。在 DDIExtraction2013 语料上的实验结果表明，该模型在未使用任何人工特征的情况

下，有效地提高了模型性能，F 值为 73.7%，达到了目前的先进水平。

http://xueshu.baidu.com/s?wd=author%3A%28Mahbub%20Chowdhury%29%20&tn=SE_baiduxueshu_c1gjeupa&ie=utf-8&sc_f_para=sc_hilight%3Dperson
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2 方法 

本文提出了融合依存信息 Attention 机制的深度神经网络模型，模型架构如图 1 所示： 

（1）输入层：该模型为多输入模型，分别为原句子序列（Sentence sequence）和最短依

存路径序列（SDP sequence）。 

（2）嵌入层：通过查询训练好的词向量表将输入的语句转换为相应的词向量序列。 

（3）编码层：使用两个独立的 BiGRU，分别学习原句子和 SDP 序列的抽象语义表示。 

（4）Attention 层：计算原句子和 SDP 的相似度矩阵，融合 SDP 信息得到 Attention 权

重，对原句子加权求和得到最终的句子表示。 

（5）输出层：利用 Attention 层的输出，即融合过 SDP 信息的句子表示进行分类预测。 

下面将详细介绍最短依存路径和模型每层的设计细节。 

 

图 1 基于融合 SDP 信息 Attention 机制的 DDI 抽取模型结构图 

2.1 最短依存路径 SDP 

 最短依存路径 SDP 信息表征两个实体之间的依存关系，能够包含句子表达的主要信息，

同时摒弃冗余的噪声信息。GDep 依存句法分析器由日本东京大学 Tsujii 实验室研发，利用

生物医学领域资源 GENIA Treebank 分析器对其训练，使得 GDep 分析器能够更好适用于生

物医学文本挖掘领域。本文不采用传统的依存树状结构，而是将两个实体间的最短路径作为

词序列输入进行训练。 

如图 2 所示，原句子“Patients treated with acebutolol plus catecholamine-depletors should, 

therefore, be observed closely for evidence of marked bradycardia or hypotension which may 

present as vertigo, syncope/presyncope, or orthostatic changes in blood pressure without 

compensatory tachycardia.”，“acebutolol”为第一个目标实体，“catecholamine-depletors”

为第二个目标实体。两个实体之间的最短依存路径为“acebutolol catecholamine-depletors”，

两个实体之间的依存关系为“amod”，两个实体之间的 DDI 类型为“advice”。 
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图 2 最短依存路径实例图 

2.2 嵌入层 

该模型有两个输入，即原句子序列（Sentence Sequence）和最短依存路径序列（SDP 

Sequence）。为了获得词语的句法和语义信息，需要将输入序列的词语转化为词向量。原句

子序列的词向量输入表示分别为𝑋 = {𝑥1, 𝑥2, … , 𝑥𝑖 , … , 𝑥𝑛}，𝑥𝑖 ∈ 𝑅𝑑为句子中第𝑖个单词的词向

量表示（𝑖𝜖[1, 𝑛]），𝑛为句子长度，𝑑为词向量维度。最短依存路径 SDP 序列的词向量表示

为𝑆 = {𝑠1, 𝑠2, … , 𝑠𝑗 , … , 𝑠𝑚}，𝑠𝑗 ∈ 𝑅𝑑为最短路径中第𝑗个单词的词向量表示（𝑗𝜖[1, 𝑚]），𝑚为

SDP 序列长度。最后，将句子词向量表示𝑋和最短依存路径词向量表示𝑆，作为模型编码层

的输入。 

2.3 编码层 

 递归神经网络 RNN 是自然语言处理常用的神经网络模型，对处理时间序列和语言文本

序列问题有独特的优势。然而，传统的 RNN 模型由于输入序列过长可能产生梯度消失或者

梯度爆炸现象。为了解决这一问题，Chung
[14]等提出了 Gated Recurrent Unit（GRU）模型，

通过特殊设计的门结构使得模型有选择的保存上下文信息。 

 在 GRU 中，新记忆ℎ𝑡̃由过去的隐含状态ℎ𝑡−1和新输入𝑥𝑡共同决定，如公式（1）所示： 

1tanh( [ , ])t t t th W g h x  %                          （1） 

 其中，𝑔𝑡为重置门，用来判定ℎ𝑡−1对ℎ𝑡̃的重要程度，如公式（2）所示： 

1( [ , ])t g t tg W h x                               （2） 

 𝑧𝑡为更新门，决定了过去隐含状态ℎ𝑡−1向下一个状态传递的程度，如公式（3）所示： 

1( [ , ])t z t tz W h x                               （3） 

 隐含状态ℎ𝑡由过去的隐含状态ℎ𝑡−1和新记忆ℎ𝑡̃共同决定，并通过更新门𝑧𝑡来判断其重要

程度，如公式（4）所示： 

°
1(1 )t t t t th z h z h                              （4） 

其中，σ是激活函数 sigmoid，tanh 表示双曲正切激活函数。𝑥𝑡是 GRU 单元输入，𝑊𝑧, 𝑊𝑔 , 𝑊 

代表学习得到的参数。t 表示第 t 时刻，ℎ𝑡表示 GRU 第 t 时刻的输出。 

为了得到序列的上下文信息，本文采用双向 GRU（BiGRU）得到抽象语义表示。如公

式（5）所示，每个句子的最终隐层表示ℎ𝑡(𝑥)由正向和逆向网络的输出拼接得到： 

( ) [ ( ), ( )]t t th x h x h x
uuuuur suuuuu

                           （5） 

本文对原句子输入序列X和 SDP 输入序列 S分别经过两个独立的BiGRU 模型学习其语

义信息和上下文信息，如公式（6）所示： 
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, , 1

, , 1

( , )

( , )

sen t sen sen t t

sdp t sdp sdp t t

h BiGRU h x

h BiGRU h x








    

                  （6） 

原句子的BiGRU输出序列为
,1 ,

2

2 ,{ , ,..., }( )sen sen sen sen l

n l

senHH h Rh h  ，SDP的BiGRU

输出序列为
,1 ,

2

2 ,{ , ,..., }( )sdp sdp sdp sdp l

m l

sdpHH h Rh h  ，𝑙为 BiGRU 隐层单元数。 

2.4 Attention 层 

本文提出了一种融合依存信息Attention机制，图 3给出了信息融合的过程。其中， 𝐻𝑠𝑒𝑛和

γ的每个单元表示一个向量，其他单元表示一个值。 

 

图 3 融合依存信息 Attention 机制原理图 

首先，将编码层的输出序列𝐻𝑠𝑒𝑛 ∈ 𝑅𝑛×2𝑙和𝐻𝑠𝑑𝑝 ∈ 𝑅𝑚×2𝑙作为输入，计算最短路径 SDP

与原句子 Sentence 的相似矩阵𝑴，如公式（7）所示：  

( , ) ( ) ( )T

sen sdpM i j H i H j                           （7） 

其中，𝑴(𝑖, 𝑗) ∈ 𝑅𝑛×𝑚为矩阵中第 i 行第 j 列的分数值，矩阵 M 中的每个分值代表对应

的最短路径 SDP 中一个单词与原句子 Sentence 中一个单词的相关性。 

然后，使用 SDP 信息计算原句子各部分的 Attention 权重，具体如公式（8-9）所示。其

中，公式（8）使用 tanh 函数得到考虑 SDP 信息的分值𝛼𝑖 ∈ 𝑅𝑛，𝑊𝛼𝜖𝑅1×𝑛为权重矩阵。公

式（9）使用 softmax 函数计算原句子中每个单词的 Attention 权重𝛽𝑖 ∈ 𝑅𝑛。 

tanh( )i W M b                               （8） 

exp( )

exp( )

i
i

ij








                             （9） 

= ( )
n

i seni
H i                               （10） 

最后，使用得到的 Attention 权值𝛽𝑖与原句子𝐻𝑠𝑒𝑛进行加权求和，如公式（10）所示，

得到融合过 SDP 信息的句子表示γ ∈ 𝑅2𝑙。 

2.5 输出层 

 模型输出层将 Attention 层的输出γ作为最后的分类特征送入全连接层进行分类，候选药

物-药物关系对 y 属于第 c（𝑐 ∈ 𝐶）种 DDI 类型的概率𝑃(𝑦 = 𝑐)如公式（11）所示： 

( ) max( )P y c soft W b                          （11） 
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ˆ arg max ( ( ))y Cy P y c                         （12） 

其中，W和 b 为权重矩阵和偏置，全连接层的激活函数为 softmax，𝐶为 DDI 类型标签

的集合𝐶 = {𝑛𝑒𝑔𝑎𝑡𝑖𝑣𝑒，𝑒𝑓𝑓𝑒𝑐𝑡，𝑚𝑒𝑐ℎ𝑎𝑛𝑖𝑠𝑚，𝑎𝑑𝑣𝑖𝑐𝑒，𝑖𝑛𝑡}。最后，使用公式（12）计算概

率最大的类别标签𝑦̂，即为候选药物-药物对的关系类型。 

3 实验 

3.1 实验数据与设计  

3.1.1 语料介绍与预处理 

 本实验使用 DDIExtraction2013
[15,16]语料库，该语料库的文本来自 DrugBank 数据库和以

药物关系为主题的 MEDLINE 文献摘要，共计 1017 篇文档。该语料库包含 3 个数据库，分

别为 DrugBank、MEDLINE 和包含前两个数据库的 OverAll 数据库，本实验使用 OverAll 数

据库。DDIExtraction 任务是多分类任务，共包含五种标注类型，分别为 negative、effect、

mechanism、advice、int。语料的具体情况统计如下表 1 所示。 

表 1  DDIExtraction2013 语料介绍 

 训练集 测试集 

DrugBank MEDLINE OverAll DrugBank MEDLINE OverAll 

negative 22118 1547 23772 4367 345 4712 

effect 1535 152 1687 298 62 360 

mechanism 1257 62 1319 278 24 302 

advice 818 8 826 214 7 221 

int 178 10 188 94 2 96 

 

在进行实体关系抽取之前进行了语料预处理，主要进行了以下操作： 

（1）由于语料中的句子可能存在两个或者两个以上的实体，本文针对每对实体生成一

个句子实例。如果句中有 n 个实体，则生成𝐶𝑛
2个句子实例。 

（2）对语料集利用 Stanford Tokenizer 进行分词处理，并且把数据集中的字符全部转

化为小写。 

（3）根据相关研究[4,7,9]替换句中药物实体，具体将目标药物实体替换成“drug1”和

“drug2”，将句中的其他实体替换成“drug0”，使模型更好的学习句子中能表征实体关系

的语义信息而非实体本身的语义信息。 

3.1.2 实验设置与评价标准 

本文实验使用 Keras 深度神经网络框架来实现 DDI 抽取任务。结合 DDI 语料和 Pubmed

下载的背景语料，使用 Glove 工具训练得到词向量，词向量维度为 200 维。实验使用的超参

数如表 2 所示: 

表 2  实验涉及的超参数设置 

参数名 值 

词向量维度 d 200 

批大小 Batchsize 256 

Sentence BiGRU 隐层单元数 300 

SDP BiGRU 隐层单元数 300 

Dropout 0.5 

学习率 0.0001 

 

 本文使用的评测标准是准确率（Precision，P）、召回率（Recall，R）和 F 值（F-score，



7 
 

F），如公式（13-15）所示： 

=
TP

P
TP FP                             （13） 

TP
R

TP FN



                            （14） 

2PR
F

P R



                              （15） 

其中，TP 表示正例中判断正确的样本数，FP 表示负例中判断错误的样本数，FN 表示

正例中判断错误的样本数。F 值能够评价准确率和召回率的综合性能。 

3.2 实验结果与分析  

为了验证融合依存信息 Attention 机制的有效性，本文做了多个对比实验，实验结果如

表 3 所示。 

表 3  融合依存信息 Attention 模型有效性对比实验 

方法 P R F 

Sentence + BiGRU 70.84% 73.95% 72.36% 

SDP + BiGRU 55.08% 49.23% 51.9% 

Sentence +SDP + concatenate 72.73% 69.46% 71.06% 

Sentence +SDP + 融合依存信息 Attention 73.38% 74.06% 73.72% 

 

从表 3 可以看出： 

（1）只分别使用原句子、SDP 信息作为模型输入时，F 值为 72.36%和 51.9%。实验结

果表明，当单独使用 SDP 信息作为输入时，模型性能较低。主要原因是 SDP 信息可以提取

出两实体之间的关键词，摒弃冗余的噪声信息，适用于具有复杂结构的句子，但对于结构简

单的句子存在的噪声较少，SDP 可能会丢失更多有用的信息，导致识别精度降低。然而，

语料中结构简单的句子数大于复杂句子数，所以只使用 SDP 作为输入时模型整体性能较低。 

（2）在同时使用原句子信息和 SDP 信息作为模型输入时，将常用拼接方式（concatenate）

和本文的 Attention 融合方式进行了对比实验。拼接方式指将输入的原句子序列和 SDP 序列

分别送入两个独立的 BiGRU 模型中学习，然后拼接两个 BiGRU 的输出，最后对拼接后的

序列进行学习分类，该方法 F 值为 71.06%。 

从上面实验结果可以看出，直接拼接 SDP 信息后模型性能相比于单独用 SDP 作为输入

时 F 值升高了 19.16%，比单独用原句子信息作为输入时降低了 1.3%。主要原因是采用两种

输入序列经 BiGRU 的结果直接拼接的方式，会导致模型同等程度地学习两种信息。然而对

于复杂程度不同的实例，原句子信息和 SDP 信息对关系抽取的影响程度不同，直接拼接不

但没有很好地利用 SDP 信息反而影响简单句子的判断，导致拼接后模型整体性能降低。与

之相比，本文使用融合依存信息的 Attention 机制，可以在充分学习原句子信息的基础上利

用 Attention 机制合理地融合依存信息，相比于单独使用原句子的模型 F 值提高了 1.36%，

相比于单独使用 SDP 的模型性能提高了 21.82%，相比常用拼接方式性能提高了 2.66%。综

上所述，本文提出的 Attention 方式可以更好的融合 SDP 信息，从而有效地提高关系抽取的

精度。 

3.3 与现有其他工作的对比 

3.3.1 采用 Attention 的模型对比 

本节对于在 DDI 任务中采用不同 Attention 机制的模型性能进行了对比分析，如表 4 所

示。 
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表 4  采用不同 Attention 机制的模型对比 

模型 P R F 

强调实体信息的 Attention [7] 76.30% 63.25% 69.12% 

池化 Attention[8] 73.41% 69.66% 71.48% 

多层 Attention [17] 73.7% 70.8% 72.2% 

强调位置信息的 Attention [9] 75.8% 70.38% 72.99% 

本文融合依存信息的 Attention 机制 73.38% 74.06% 73.72% 

 

Miwa 
[7]等采用实体级 Attention 机制，分别计算两个实体向量与句子中的每个单词的相

似度后求平均，强调实体信息在句子中的重要性，F 值为 69.12%。Yi
[17]等使用多层 Attention

网络，使用词级 Attention 机制和句子级 Attention 机制，词级 Attention 机制是指对当前句子

做 Attention 池化操作强调句中每个单词的重要性，句子级 Attention 机制对于具有相同实体

对的句子集，强调句子间其相关性，F 值达到 72.2%。Zhou
[9]等使用关注位置的 Attention

机制，使用位置向量（每个单词和实体之间的距离）计算 Attention 权值，强调句子中距离

实体近的单词的重要性，F 值达到 72.99%。从以上结果分析可以看出，不同的 Attention 机

制都在一定程度上提高了识别精度。本文使用融合依存信息的 Attention 机制，从句法结构

的角度构建 Attention，突出依存路径上的单词对两个实体间的关系的影响，F 值达到 73.72%，

高于其他 Attention 模型。从以上实验结果可以看出，本文提出的融合 SDP 信息的 Attention

机制能够有效提高模型性能。 

3.3.2 模型总体性能对比 

本文与目前 DDIExtraction2013 语料上取得较好结果的方法做了比较，如表 5 所示。 

表 5  在 DDIExtraction2013 语料上与其他文献的比较 

 模型 P R F 

 

浅层机器学习 

Kim et al, 2015[3] ------- ------ 67% 

Zheng et al, 2016 [18] ------- ------ 68.4% 

Raihani et al, 2016[19] 73.7% 68.7% 71.1% 

 

 

 

 

深度学习 

Zhao et al, 2016[20] 72.5% 65.1% 68.6% 

Miwa et al, 2017[7] 76.3% 63.25% 69.12% 

Liu et al, 2016[4] 75.7% 64.7% 69.75% 

Quan et al, 2016[5] 76% 65.3% 70.2% 

Sahu et al, 2017[8] 73.4% 69.7% 71.48% 

Yi et al, 2017[17] 73.7% 70.8% 72.2% 

Zhang et al, 2018[13] 74.1% 71.8% 72.9% 

Zhou et al, 2018[9] 75.8% 70.38% 72.99% 

本文模型 73.38% 74.06% 73.72% 

 

从表 5 可以看出： 

（1）深度学习模型在未使用任何人工特征的情况下，取得了较好的效果。浅层机器学

习方法主要依赖于大量复杂的人工特征集来提高模型性能。例如，Kim
[3]等结合词特征、n

元组特征、词对特征、依存解析图特征、解析树特征等大量的特征信息，使用基于线性核函

数的 SVM 分类器，F 值达到 67.00%。Raihani
[19]等在传统特征集的基础上添加触发词类型、

模式信息等新的人工特征，使用两阶段策略分类，F 值达到 71.14%。然而，深度学习方法

在不使用任何人工特征的情况下，能够在本任务中取得较好的效果。例如，Quan
[5]等使用卷
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积神经网络模型，F 值达到 70.2%。Sahu
[8]等使用长短期记忆网络（LSTM）模型，F 值达到

71.48%。Yi
[17]等使用 GRU 神经网络模型，F 值达到 72.2%。本文使用 GRU 神经网络模型，

不仅避免了大量人工特征的使用，而且提升了系统性能，F 值达到 73.72%。 

（2）本文融合依存信息的 Attention 机制取得了最好的效果。在表 5 先进的系统中，

Zhang
[13]等考虑了最短依存路径信息，通过构建多层 RNN 网络并使用拼接方法结合最短依

存路径和原句子信息，实验得到 F 值为 72.9%。相比于表中其他没有考虑依存信息的模型，

Zhang
[13]等的模型 F 值明显较高，因此依存信息对于关系抽取有重要的作用。本文同样考虑

依存信息，使用融合依存信息的 Attention 机制将最短依存路径信息与原句子相结合，实验

得到 F 值为 73.72%，相比 Zhang
[13]等的模型 F 值提高 0.82%。 

（3）本文的模型总体 F 值最高，且准确率和召回率比较均衡。大多数现有模型准确率

偏高，召回率偏低，导致模型 F 值较低。例如，Miwa
[7]等模型的准确率最高为 76.3%，但其

召回率最低为 63.25%，模型 F 值为 69.12%，比本文模型准确率高 2.92%，召回率低 10.81%，

F 值低 4.6%。Zhang
[13]等模型的准确率为 74.1%，召回率最高为 71.8%，F 值为 72.9%，比

本文模型性能准确率高 0.72%，召回率低 2.26%，F 值低 0.82%。Zhou
[9]等模型的 F 值最高

为 72.99%，准确率为 75.8%，召回率为 70.38%，比本文模型准确率高 2.42%，召回率低 3.68%，

F 值低 0.73%。综合对比以上分析可见，本文的模型 F 值最高，准确率、召回率和 F 值分别

为 73.38%、74.06%和 73.72%，准确率和召回率比较均衡。 

4 结论 

生物医学关系抽取是自然语言处理任务中的重要课题，本文针对药物-药物关系抽取进

行了研究。提出了一种融合依存信息 Attention 机制的深度学习模型，在 DDIExtraction2013

语料上进行了实验，F 值为 73.72%，该模型性能达到目前的先进水平。主要结论如下： 

（1）浅层机器学习方法需要构建合适的人工特征集，进行大量的特征选择实验，导致

系统成本较高，泛化能力较低。因而本文使用深层神经网络 GRU 模型，只使用原句子词序

列和最短依存路径词序列，未使用任何人工特征，F 值达到 73.72%，性能高于浅层机器学

习的模型。 

（2）神经网络通过自动学习句子的高层特征表示进而避免了大量人工特征的使用，但

无法获得句法结构等对于关系抽取十分重要的依存信息。因此，本文使用最短依存路径信息，

相比于单独使用原句子信息的模型，性能提高了 1.36%。 

（3）为了更合理地利用依存路径信息，本文摒弃了传统的拼接方式，提出了一种新的

融合依存信息 Attention 机制，能够从句法结构的角度衡量原句子各部分对于实体间关系的

重要性，该方法相比拼接方式性能提高了 2.66%。 

综上所述，本文提出的模型有效地提高了药物关系抽取的识别性能。在未来的工作中，

将尝试多层 Attention 机制，进一步提高模型的精度。  
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